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Resumo
As inúmeras aplicações das técnicas para detecção e reconhecimento facial têm chamado
muita atenção de empresas e governos. Esse crescente interesse pelo assunto atraiu investi-
mentos em pesquisas e resultou em progressos significantes no desenvolvimento de novos
métodos, bibliotecas, produtos e serviços.

Apesar de muitas dessas ferramentas serem descritas como simples e utilizáveis sem a
necessidade de conhecimentos prévios em visão computacional, um embasamento teórico
permite escolher as tecnologias apropriadas e usá-las de forma otimizada, considerando
suas capacidades e limitações.

Este trabalho introduz as áreas de detecção e reconhecimento facial através de uma extensa
revisão bibliográfica, que fornece uma visão geral sobre inúmeros métodos encontrados na
literatura e apresenta uma coletânea de recursos úteis ao treinamento de classificadores e
validação dos algoritmos.

Também é feito um estudo mais aprofundado sobre Viola-Jones e Eigenfaces ao apresentar
o projeto e a implementação de um sistema capaz de detectar e reconhecer faces construído
através da combinação desses métodos. É mostrado que a taxa de detecção do Eigenfaces
não é suficiente para o uso desejado e são propostas alternativas.

O primeiro módulo desse sistema é executado em um Raspberry Pi e é um exemplo
de como aliar conhecimento teórico, bibliotecas open source, ferramentas comerciais e
hardware para a criação de um produto lucrativo.

Palavras-chaves: Detecção facial. Viola-Jones. Reconhecimento facial. Eigenfaces. Rasp-
berry Pi.



Abstract
The numerous applications of facial detection and recognition techniques have attracted
much attention from companies and governments. This growing interest in the subject
attracted investment in research and resulted in significant advances in the development
of new methods, libraries, products and services.

Although many of these tools are described as simple and usable without the need for prior
knowledge in computer vision, a theoretical basis allows one to choose the appropriate
technologies and use them optimally, considering their capabilities and limitations.

This work introduces the areas of facial detection and recognition through an extensive
bibliographic review, which provides an overview of the numerous methods found in the
literature and presents a collection of useful resources for the training of classifiers and
validation of algorithms.

Further study is also made on Viola-Jones and Eigenfaces while presenting the design
and implementation of a system capable of detecting and recognizing faces constructed
by combining these methods. It is shown that the detection rate of the Eigenfaces is not
sufficient for the desired use and alternative solutions are proposed.

The first module of this system runs on a Raspberry Pi and is an example of how to
combine theoretical knowledge, open source libraries, comercial tools and hardware in the
creation of a profitable product.

Key-words: Facial detection. Viola-Jones. Facial recognition. Eigenfaces. Raspberry Pi.
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Introdução

A capacidade de identi�car faces e suas emoções é um importante mecanismo

neurológico para interações sociais que, em certo grau, está presente até mesmo em

recém-nascidos (MORTON; JOHNSON, 1991; FANTZ, 1961).

Enquanto humanos possuem uma notável capacidade de reconhecer faces, o desen-

volvimento de sistemas computacionais com capacidade similar é uma área de pesquisa

em andamento há mais de cinco décadas (BLEDSOE, 1964; CHAN; BLEDSOE, 1965;

BLEDSOE, 1966a; BLEDSOE, 1966b; BOYER; BOYER, 1991; KELLY, 1970; KANADE,

1973).

O desenvolvimento de modelos computacionais para reconhecimento facial são

de interesse para diversas aplicações práticas como identi�cação criminal, sistemas de

segurança, biometria, processamento de imagens e interação humano-computador.

Infelizmente, o desenvolvimento de um sistema computacional para reconhecimento

facial automatizado é bastante difícil por diversos motivos. Faces são complexas, mul-

tidimensionais e expressivas (TURK; PENTLAND, 1991a) e as imagens podem sofrer

variações em escala, localização, ponto de visão, iluminação e obstrução (CEN, 2016).

Motivação

O desenvolvimento de novos algoritmos de processamento de imagens acompanhado

do maior acesso a câmeras digitais, hardwares com alto poder de processamento, bibliotecas

para visão computacional, como a OpenCV, e APIs de análise de imagem, como o Google

Vision, o Microsoft Cognitive Services, o Amazon Rekognition e o IBM Watson Visual

Recognition, tornou viável a implantação de sistemas com detecção e reconhecimento facial

em diversas empresas e produtos.

Nos últimos anos, lojas de varejo têm usado com sucesso as tecnologias de detecção

e reconhecimento facial para segurança, personalização de serviço, marketing e análise de

sentimento (ROBERTS, 2015; REPORTS, 2015; SALOMãO, 2018; NETO, 2017; NEWS,

2015).

Este trabalho explora um algoritmo de grande impacto na última década, o algo-

ritmo Viola-Jones, e foi motivado pela implementação de um sistema de reconhecimento

facial em uma rede de lojas de varejo na cidade do Rio de Janeiro.
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Objetivos

O objetivo deste trabalho é fornecer uma base teórica e prática para a futura

construção de um sistema de detecção e reconhecimento facial, que será utilizado em uma

loja de varejo e, possivelmente, em outros estabelecimentos.

O sistema de detecção será executado em um computador de placa única com

câmera, como o Raspberry Pi, que �cará instalado em um ponto estratégico da loja. Ele

capturará fotos continuamente e deverá ser capaz de identi�car quais fotos contém faces,

extrair essas faces e enviá-las para o servidor no qual os algoritmos de reconhecimento

facial serão executados.

O presente trabalho deverá identi�car um algoritmo de detecção facial capaz de

ser executado quase em tempo real nesse hardware com recursos limitados e também

encontrar ou desenvolver uma implementação do algoritmo de detecção facial compatível

com a arquitetura ARM.



Parte I

Detecção Facial
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1 Detecção facial

O papel de um detector de faces é, dada uma imagem arbitrária, determinar se ela

contém faces humanas ou não e, caso positivo, retornar a localização e dimensões de cada

face (CEN, 2016).

A detecção de faces é utilizada em câmeras fotográ�cas para ajuste automático de

foco, em softwares de imagens e redes sociais para marcação de pessoas e é uma etapa

importante para o processo de reconhecimento facial. Antes de executar um algoritmo

de reconhecimento facial, é de praxe realizar uma detecção facial a �m de concentrar os

esforços do reconhecedor facial apenas nas áreas relevantes.

É preciso minimizar tanto a quantidade de faces não identi�cadas (falso-negativos)

quanto objetos reconhecidos erroneamente como faces (falso-positivos) para obter uma

performance aceitável. Para tanto, algoritmos de aprendizado de máquina podem ser muito

úteis.

Diversas di�culdades in�uenciam na e�ciência dos algoritmos, como ruídos, variação

de iluminação, expressões faciais, imagem de fundo, orientação da cabeça, obstrução da

face ou sobreposição de faces (SANTANA; ROCHA, 2015) e, nota-se que, para análise de

streamings de vídeo, é fundamental que a detecção facial seja realizada em tempo real.

1.1 Métodos

Segundo Santana e Rocha (2015):

As técnicas mais citadas para realizar a detecção de faces são: casamento
de padrões que consiste na detecção por meio de comparações com formas
geométricas, modelos estatísticos, modelos baseado em redes neurais,
modelos baseados em tons de pele e o Viola-Jones.

Yang, Kriegman e Ahuja (2002) classi�cou os algoritmos de detecção e reconheci-

mento facial em quatro categorias:

1. Métodos baseados em conhecimento ( knowledge-based ) � Utilizam regras

baseadas no conhecimento sobre características das faces humanas, como posição

dos olhos e simetria. Este método possui a desvantagem de ser difícil derivar regras

precisas que cubram todos os cenários.

2. Métodos baseados em características ( feature based ) � Procuram caracterís-

ticas invariantes que de�nam uma face, como regiões com cor de pele, formato dos

lábios e bochechas. São bastante impactados por sombras e ruídos.
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3. Métodos de casamento de padrões ( template matching ) � Utilizam templa-

tes prede�nidos de faces, como uma silhueta ou um mapa de bordas. Este método

não lida bem com variações de escala, poses, orientação e formatos de rosto.

4. Métodos baseados na aparência ( appearance-based ) � Utilizam algoritmos

de aprendizado de máquina e bancos de imagens para treinar classi�cadores. Este é

o método mais bem sucedido.

Tabela 1 � Categorias de métodos para detecção facial segundo Yang, Kriegman e Ahuja
(2002)

Abordagem Trabalhos representativos

Baseados em conhecimento

Yang e Huang (1994)

Características invariantes

� Características faciais
Leung, Burl e Perona (1995)

Yow e Cipolla (1997)

� Textura Dai e Nakano (1996)

� Cor da pele
Yang e Waibel (1996)

McKenna, Gong e Raja (1998)

� Múltiplas características Kjeldsen e Kender (1996)

Casamento de padrões

� Templates prede�nidos Craw, Tock e Bennett (1992)

� Templates deformáveis Lanitis, Taylor e Cootes (1995)

Baseados na aparência

� Eigenface Turk e Pentland (1991a)

� Baseado em distribuição Sung e Poggio (1998)

� Redes neurais Rowley, Baluja e Kanade (1998)

� Máquina de vetores de suporte (SVM) Osuna, Freund e Girosit (1997)

� Classi�cador Naive Bayes Schneiderman e Kanade (1998)

� Modelo oculto de Markov (HMM) Rajagopalan et al. (1998)

� Teoria da informação
Lew (1996)

Collobert et al. (1996)



Capítulo 1. Detecção facial 22

Figura 1 � Exemplos de métodos de detecção facial

(a) Baseado em conhecimento. Fonte: Yang
e Huang (1994)

(b) Baseado em características invariantes.
Fonte: Leung, Burl e Perona (1995)

(c) Casamento de padrões. Fonte: Lanitis,
Taylor e Cootes (1995)

(d) Baseado na aparência. Fonte: Turk e
Pentland (1991a)
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2 O algoritmo de Viola e Jones

O algoritmo apresentado por Paul Viola e Michael J. Jones em 2001 (VIOLA;

JONES, 2001; VIOLA; JONES, 2004) e revisado em 2003 (JONES; VIOLA, 2003) obteve

grande sucesso pela sua relativa simplicidade, rápida execução e notável performance

(JENSEN, 2008).

Ele encontra-se implementado na biblioteca OpenCV (BRADSKI; PISAREVSKY,

2000; VISION, 2018a) e no OpenBR (KLONTZ et al., 2013). Além de detectar faces, o

algoritmo também pode ser treinado para detecção de outras partes do corpo (MUSTAFA;

MIN; ZHU, 2014) e objetos diversos.

O processo de treino é lento, porém a detecção é bastante rápida. De acordo com

Omaia (2009), �este foi o primeiro método de detecção de face em tempo real em vídeo,

conseguindo processar até 15 quadros por segundo".

De acordo com Zhang e Zhang (2010) e Viola e Jones (2001), o algoritmo, na forma

como proposto no artigo original, possui baixas taxas de detecção para faces de per�l ou

inclinadas. Essa limitação foi tratada pelos autores na revisão de 2003 (JONES; VIOLA,

2003) e também por outros pesquisadores, porém essas variantes fogem do escopo deste

trabalho.

O detector de faces de Viola-Jones possui quatro estágios: seleção de características

Haar-like retangulares, criação da imagem integral, que permite o cálculo rápido das

características, treino de classi�cadores por um algoritmo de aprendizado de máquina

baseado no AdaBoost e, por �m, o uso de classi�cadores em cascata, que descarta as

regiões de fundo para focar em áreas mais prováveis de conter uma face.

2.1 Características Haar-like retangulares

As características de Haar utilizadas por Viola-Jones, ilustradas na Figura 2,

foram inspiradas nos trabalhos de Papageorgiou, Oren e Poggio (1998), que descreveram

características construídas a partir de um conjunto de ondaletas de Haar (Haar wavelets).

Figura 2 � Características Haar-like

(a) (b) (c) (d)

As características Haar-like consistem em um ou mais retângulos adjacentes e são

utilizadas para analisar locais especí�cos em uma janela de detecção. Cada característica
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resulta em um único valor, calculado através da soma das intensidades dos pixels sob

os retângulos brancos subtraída da soma dos valores sob os retângulos pretos, como na

Equação 2.1:

� =
1
n

nX

preto

I (x) �
1
n

nX

branco

I (x) (2.1)

Quanto mais próximo de 1, mais semelhante é a imagem real da característica aplicada.

Figura 3 � Exemplo de característica Haar-like retangular de4 � 4 pixels aplicada a uma
imagem real. Pela Equação 2.1,� = 0 ; 74� 0; 18 = 0; 56.

0 0 1 1

0 0 1 1

0 0 1 1

0 0 1 1

(a) Intensidades ideais

0.2 0.2 0.8 0.6

0.1 0.3 0.6 0.8

0.2 0.1 0.8 0.8

0.2 0.1 0.6 0.9

(b) Valores reais

Utilizar características é mais vantajoso do que trabalhar com cada pixel da imagem

separadamente, pois é menos custoso computacionalmente e elas permitem reconhecer

padrões determinados. A característica da Figura 2b pode ser utilizada para reconhecer

a região dos olhos, que costuma ser mais escura do que a região das bochechas, e a

característica 3 pode ser usada para reconhecer a região do nariz, como mostrado na

Figura 5.

Existem alternativas mais so�sticadas às características Haar-like, como �ltros

orientáveis (steerable �lters) (FREEMAN; ADELSON et al., 1991; GREENSPAN et al.,

1994), porém, segundo Viola e Jones (2001), a e�ciência de características retangulares

fornece ampla compensação por sua �exibilidade limitada.

Em Lienhart e Maydt (2002) foram propostas novas características contendo rota-

ções de45°, mostradas na Figura 4. Segundo os autores, o uso dessas características reduziu

em 10%, em média, o número de alarmes falsos. Messom e Barczak (2009) estenderam

essa ideia para rotações de qualquer ângulo, ao custo dos erros de arredondamento.

Para uma imagem com resolução de24� 24 pixels, pode-se construir dezenas de

milhares de características diferentes considerando todas as variações de tamanho e posição

das características na Figura 2. Para calcular todas elas de forma e�ciente, é usada uma

representação intermediária da imagem, chamada imagem integral.
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Figura 4 � Características propostas por Lienhart e Maydt

Figura 5 � Características usadas para detectar olhos e nariz

(a) (b) (c)

2.2 Imagem Integral

O algoritmo da imagem integral, proposto por Crow (1984) para mapeamento

de texturas (mipmaps), é capaz de calcular rapidamente a soma dos valores em um

subconjunto retangular de uma matriz.

A imagem integral é uma tabela bidimensional do tamanho da imagem original,

onde cada elemento equivale à soma de todos os níveis de cinza (intensidades) dos pixels à

esquerda e acima do pixel atual, inclusive. Ela pode ser descrita pela Equação 2.2:

ii (x; y) =
X

x0� x;y 0� y

i (x0; y0) (2.2)

ondeii (x; y) é a imagem integral ei (x; y) é a imagem original.

Utilizando a imagem integral, a soma dos níveis de cinza de qualquer área retangular

pode ser calculada em quatro referências à memória. A soma dos valores na região ABCD
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Figura 6 � Imagem ilustrada como matriz de pixels

0.1 0.1 0.2 0.1 0.7

0.2 0.3 0.2 0.7 0.8

0.1 0.4 0.3 0.3 0.1

0.1 0.5 0.1 0.1 0.2

0.1 0.4 0.8 0.5 0.6

(a) Imagem original

0.1 0.1 0.2 0.1 0.7

0.2 0.3 0.2 0.7 0.8

0.1 0.4 0.3 0.3 0.1

0.1 0.5 0.1 0.1 0.2

0.1 0.4 0.8 0.5 0.6

A B

C D

(b) Região de interesse

0.1 0.2 0.4 0.5 1.2

0.3 0.7 1.1 1.9 3.4

0.4 1.2 1.9 3.0 4.6

0.5 1.7 2.5 3.7 5.3

0.6 2.3 3.9 5.6 8.0

ii (A) ii (B )

ii (C) ii (D)

(c) Imagem integral

da Figura 6 pode ser rapidamente calculada como mostrado na Equação 2.3:
X

(x;y )2 ABCD

i (x; y) = ii (D) + ii (A) � (ii (B ) + ii (C)) (2.3)

= 3; 7 + 0; 2 � (0; 5 + 1; 7) = 1; 7

O cálculo de características compostas por dois retângulos (Figura 2a e Figura 2b),

requerem seis referências à memória, as características compostas por três retângulos

(Figura 2c) requerem oito acessos e as compostas por quatro retângulos (Figura 2d)

requerem nove acessos.

2.3 AdaBoost

Apesar do cálculo de cada característica ser rápido, calcular todo o conjunto de

características é inviável. Experimentalmente, descobriu-se que um classi�cador e�ciente

pode ser formado combinando um pequeno subconjunto com apenas as características

mais representativas. O algoritmo de Viola-Jones utiliza uma variante do AdaBoost para

selecionar essas características e treinar o classi�cador.

O AdaBoost é um método de aprendizado de máquina, inventado por Yoav Freund

e Robert Schapire (FREUND; SCHAPIRE, 1997), que combina de forma ponderada vários

classi�cadores fracos com taxa de acerto acima de 50% para obter um classi�cador forte.

Um classi�cador fracohj (x; f j ; pj ; � j ) consiste em uma característicaf j , um limite

� j , que decide se x deve ser classi�cado como positivo (uma face) ou negativo (não face), e

uma paridadepj , que indica a direção da desigualdade:

hj (x; f j ; pj ; � j ) =

8
><

>:

1 sepj f j (x) < p j � j

0 caso contrário
(2.4)

ondex é uma janela de24� 24 pixels de uma imagem.
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O algoritmo AdaBoost pode ser descrito pelo Algoritmo 1. O Anexo A contém uma

implementação em Python.

Algoritmo 1: AdaBoost
Entrada: l imagens com faces(x i ; yi = 1) ; 1 � i � l ;

m imagens sem faces(x i ; yi = 0) ; l < i � n;
T classi�cadores fracos

Saída: Um classi�cador forte H (x)

// Inicia com uma distribuição uniforme de pesos
1 para i  1 até n faça
2 se x i tem faceentão
3 w1;i  1

2l
4 senão
5 w1;i  1

2m
6 �m
7 �m

// Cada iteração seleciona um único classificador fraco
8 para t  1 até T faça

// Normaliza os pesos
9 wt;i  wt;iP n

j =1
wt;i

// Seleciona o melhor classificador fraco
10 ht (x)  classi�cador fraco com menor erro� t =

P
i wi jht (x i ; f t ; pt ; � t ) � yi j

// Atualiza os pesos 1

11 se x i foi corretamente classi�cadoentão
12 wt+1 ;i  wt;i

13 senão
14 wt+1 ;i  wt;i

� t
1� � t

15 �m
16 �m

17 retorna

H (x) =

8
<

:
1 se

P T
t=1 ln( 1� � t

� t
)ht (x) � 1

2

P T
t=1 ln( 1� � t

� t
)

0 caso contrário
(2.5)

Em Viola e Jones (2004), foi construído um classi�cador a partir de 200 caracterís-

ticas. Para uma taxa de detecção de 95%, ele obteve uma taxa de falso-positivos de 1 em

14084 (1; 4 � 10� 4 FPR) em um conjunto de dados de teste, como mostra a Figura 7.

Apesar de interessante, esse resultado não é su�ciente para muitas aplicações reais

tanto pelo tempo gasto quanto pela taxa de falso-positivos.

O classi�cador processou todas as subjanelas de uma imagem com resolução

384� 288pixels em 0,7 segundos em um Intel Pentium III de 700 MHz. Esse valor equivale
1 A lógica está invertida no artigo original. Esse erro foi replicado em diversos outros artigos. Esta versão

está correta, pois faz o peso das imagens classi�cadas erroneamente aumentar.



Capítulo 2. O algoritmo de Viola e Jones 28

Figura 7 � Curva COR para classi�cador de 200 características

a 1,43 fps, o que não pode ser considerado tempo real.

Câmeras digitais tiram fotos com vários megapixels de resolução. Uma imagem de

1 MP possui106 pixels, portanto a taxa de falso-positivos desejada nesse caso é de menos

de 10� 6.

2.4 Classi�cadores em Cascata

Figura 8 � Classi�cadores em cascata

Subjanela Estágio 1
Face?

Estágio 2
Face?

Estágio 3
Face? Face detectada

Subjanela rejeitada

Talvez Talvez Talvez

Não! Não! Não!

O classi�cador em cascata, também chamado decascata de atençãopor direcionar

a atenção às áreas onde há maior suspeita de haver faces, consiste na concatenação de

classi�cadores gradualmente mais complexos em uma estrutura de cascata.
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Cada estágio da cascata contém um classi�cador forte construído pelo AdaBoost. A

função de cada um deles é determinar se uma dada subjanela de�nitivamente não contém

uma face ou talvez contenha uma face. Uma janela é imediatamente descartada se falhar

em qualquer estágio. Uma representação do funcionamento da cascata pode ser vista na

Figura 8.

Mesmo em fotos com várias pessoas, a maioria das subjanelas avaliadas não contém

faces. A ideia chave é que colocar um classi�cador simples com alta taxa de detecção no

início da cascata permite rejeitar as janelas negativas cedo e poupar muito processamento.

Viola e Jones conseguiram treinar um classi�cador forte, composto por apenas dois

classi�cadores fracos, capaz de detectar 100% das faces com uma taxa de falso positivo

de 50%. Desta forma, muitas subjanelas de segundo plano puderam ser descartadas com

apenas 60 instruções do processador.

A Figura 9 apresenta uma comparação entre um classi�cador de duzentas carac-

terísticas e um classi�cador em cascata com dez estágios de vinte características cada.

O classi�cador em cascata obteve uma acurácia semelhante com um tempo de execução

quase dez vezes menor.

Figura 9 � Curvas COR comparando classi�cador de 200 características com classi�cador
em cascata com 10 estágios de 20 características cada
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Figura 10 � Quatro estágios de um classi�cador em cascata

(a) Estágio 1 (b) Estágio 2 (c) Estágio 3 (d) Estágio 4

2.4.1 Treino da cascata de classi�cadores

A taxa de falso-positivos de uma cascata de classi�cadores é:

F =
KY

i =1

f i (2.6)

onde F é a taxa de falso-positivos da cascata, K é o número de classi�cadores ef i é a taxa

de falso-positivos do i-ésimo classi�cador.

A taxa de detecção é:

D =
KY

i =1

di (2.7)

onde D é a taxa de detecção do classi�cador, K é o número de classi�cadores edi é a taxa

de detecção do i-ésimo classi�cador.

Como explicado na seção 2.3, a taxa de falso-positivos desejada é da ordem de10� 6

para uma taxa de detecção acima de 90%. O número de estágios da cascata e o tamanho

de cada estágio pode ser ajustado para alcançar este objetivo. Por exemplo, uma cascata

de 10 estágios, cada um com 99% de detecção e um pouco menos de 30% de falso-positivos,

é su�ciente.
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Algoritmo 2: Algoritmo de treino do detector em cascata
Entrada: P: imagens com faces

N: imagens sem faces
Fmeta : taxa desejada de falso-positivos
f: taxa máxima de falso-positivos por estágio
d: taxa mínima de detecção por estágio

Saída: Detector de faces treinado

1 F0  1:0
2 D0  1:0
3 i  0 enquanto Fi > F meta faça
4 i  i + 1
5 ni  0 // quantidade de características do i-ésimo estágio
6 Fi  Fi � 1

7 enquanto Fi > f � Fi 1 faça
8 ni  ni � 1

9 * Usa P e N para treinar um classi�cador comni características usando
AdaBoost.

10 * Avalia o classi�cador atual no conjunto de validação para determinarFi e
D i .

11 * Diminui o limite para o i-ésimo classi�cador até o classi�cador em cascata
atual obter uma taxa de detecção de pelo menosd � D i � 1

12 �m

13 N  ;

14 se Fi > F meta então
15 Avalia o detector atual no conjunto de imagens sem faces e insere todas as

detecções falsas ao conjunto N.
16 �m
17 �m

Classi�cadores com mais características obtém maiores taxas de detecção e menos

falso-positivos, porém requerem maior tempo de cálculo.
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Figura 11 � Curvas COR comparando vários algoritmos de detecção facial no FDDB
benchmark (JAIN; LEARNED-MILLER, 2010)
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3 Detecção facial com OpenCV

OpenCV (Open Source Computer Vision Library) é uma biblioteca multiplata-

forma de código aberto (licença BSD) voltada principalmente para aplicações de visão

computacional em tempo real (KAEHLER; BRADSKI, 2016). Ela foi lançada o�cialmente

em 1999 pela Intel Corporation e continua em constante desenvolvimento. Apesar de ser

escrita em C e C++, existem interfaces em diversas outras linguagens, como Python, Java

e MATLAB.

3.1 Bases de faces para treino e testes

Existe uma grande quantidade de bases de imagens de faces disponíveis para treinar

e testar algoritmos de detecção e reconhecimento facial, cada uma com características

próprias (GRGIC; DELAC, 2013; HUANG et al., 2007; MOZAFFARI; BEHRAVAN, 2011).

A Tabela 2 lista alguns deles.

Tabela 2 � Bases de imagens de faces

Bases de imagens Indivíduos Imagens Comentários

AR Face Database (MARTINEZ,

1998)

126 4000 Pose frontal, expressão, iluminação,

oclusão (óculos, cachecol)

AT&T Database (SAMARIA;

HARTER, 1994)

40 400 Variação temporal, iluminação,

expressão, óculos

BANCA database

(BAILLY-BAILLIéRE et al., 2003)

208 2496 Voz e face, voltado para sistemas

multimodais de veri�cação

BioID Face Database (JESORSKY;

KIRCHBERG; FRISCHHOLZ,

2001)

23 1521 Tons de cinza, plano de fundo,

iluminação, expressão, posição dos

olhos

Caltech Faces (WEBER, 1995) 27 450 Iluminação, expressão, plano de

fundo
Caltech 10000 Web Faces

(ANGELOVA; ABU-MOSTAFAM;

PERONA, 2005)

� 10000 10000 Grande variedade, características

faciais anotadas

CAS-PEAL Face Database (GAO

et al., 2008)

1040 99594 Expressão, acessórios, iluminação,

poses múltiplas, chinês

CelebA (LIU et al., 2015) 10177 202599 Grande variedade, características

faciais anotadas
Cohn-Kanade AU-Coded Facial

Expression Database (COHN et al.,

1999)

100 500

sequências

Sequência dinâmica de expressões

faciais

Disguise Face Database (SINGH;

VATSA; NOORE, 2009)

? ? 10 variações por indivíduo usando

disfarces sintéticos (barba, etc)
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Bases de imagens Indivíduos Imagens Comentários

EQUINOX HID Face Database

(SOCOLINSKY et al., 2001)

91 ? Imagens infra vermelho, frontal

Face Video Database da Sociedade

Max Planck (KLEINER;

WALLRAVEN; BÜLTHOFF, 2004)

? 246

sequências

de vídeo

6 pontos de vista simultâneos,

vídeo

Face Recognition Grand Challenge

Databases (PHILLIPS et al., 2005)

> 466 > 50000

imagens e

varreduras

3D

Bem grande, iluminação, expressão,

plano de fundo, 3D, sequencias

FEI Face Database (JUNIOR;

THOMAZ, 2006)

200 2800 Cor, fundo branco, expressão,

rotação de cabeça

FERET Database (Color)

(PHILLIPS et al., 1998)

1199 14126 Variação temporal, cor, expressão,

pose e iluminação controladas

Georgia Tech Face Database

(TECHNOLOGY, 1999)

50 750 Expressão, iluminação, escala,

orientação

Indian Face Database (VIDIT;

AMITABHA, 2002)

40 > 440 Frontal, Índia

Japanese Female Facial Expression

(LYONS et al., 1998)

10 213 Emoções, indivíduos femininos,

Japão

Labeled Faces in the Wild

(HUANG et al., 2007)

5749 13233 Pose, iluminação, expressão, plano

de fundo, diversidade

MIT-CBCL Face Recognition

Database (WEYRAUCH et al.,

2004)

10 > 2000 Imagens de modelos 3D,

iluminação, pose, fundo

M2VTS Multimodel Face Database

(Release 1.00) (SANCHEZ;

MATAS; KITTLER, 1997)

37 185 Grandes mudanças de pose,

indivíduos falando, óculos,

mudanças no tempo

M2VTS, Extended, Univ. of Surrey,

UK (MESSER et al., 1999)

295 1180 vídeos Rotação de cabeça, indivíduos

falando, modelos 3D, alta de�nição

NIST Mugshot ID (WATSON,

1994)

1573 3248 Imagens frontais e de per�l

PIE Database, CMU (SIM;

BAKER; BSAT, 2002)

68 41368 Bem grande, pose, iluminação,

expressão

Plastic Surgery Database (SINGH

et al., 2010)

900 1800 Imagens antes e depois de

diferentes tipos de cirurgia plástica

Psychological Image Collection at

Stirling (PICS) (HANCOCK, 2004)

? ? Voltado para experimentos de

psicologia

Synthetic Face Disguise Database

(SINGH; VATSA; NOORE, 2009)

100 4000 Faces sintéticas com disfarces

variados

UCD Colour Face Image Database

for Face Detection (SHARMA;

REILLY, 2003)

� 299 299 Voltado para detecção, bastante

variado, cor

UMIST Face Database (GRAHAM;

ALLINSON, 1998)

20 564 Pose, gênero, raça, tons de cinza
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Bases de imagens Indivíduos Imagens Comentários

University of Essex, UK (SPACEK,

1996)

395 7900 Diversidade racial, óculos, barbas,

universitários

University of Oulu Physics-Based

Face Database (MARSZALEC et

al., 2000)

125 > 2000 Iluminação bastante variada,

óculos

VALID Database (FOX;

O'MULLANE; REILLY, 2005)

106 530 Condições de escritório altamente

variáveis

VidTIMIT Database

(SANDERSON, 2008)

43 Múltiplos

vídeos por

pessoa

Vídeo, áudio, rotação de cabeça

Yale Face Database

(BELHUMEUR; HESPANHA;

KRIEGMAN, 1997)

15 165 Tons de cinza, expressões, óculos,

iluminação

Yale Face Database B

(GEORGHIADES; BELHUMEUR;

KRIEGMAN, 2001)

10 5760 Pose, iluminação

Yale Face Database B Extended

(LEE; HO; KRIEGMAN, 2005)

38 24521 Nove poses e 64 condições de

iluminação

Este trabalho utilizou quatro dessas bases para treinar e avaliar o detector facial:

FERET É uma base de faces criada por P. Jonathon Phillips e Harry Wechsler entre 1993 e

1996 como parte do programa FERET (Facial Recognition Technology), patrocinado

pelo Departamento de Defesa dos Estados Unidos. A cópia utilizada neste trabalho foi

obtida através de solicitação por email ao NIST (National Institute of Standards and

Technology). Esta base contém 14126 imagens tiradas em condições controladas com

algumas variações de ângulo e expressão. Alguns dos indivíduos foram fotografados

múltiplas vezes em diferentes anos, o que permite estudar mudanças de aparência.

Para o treino do classi�cador, foram selecionadas apenas 2409 fotos frontais.

FEI É uma base de faces criada pelo laboratório de processamento de imagens do Centro

Universitário FEI em São Bernardo do Campo. Ela é composta por 14 imagens de

200 indivíduos (100 homens e 100 mulheres), totalizando 2800 fotogra�as. Todas

as imagens são coloridas e com fundo branco. Para o treino do classi�cador, foram

utilizadas 400 fotos frontais.

Caltech 10000 Web Faces É uma base que contém 10524 faces em 7092 imagens obtidas

da internet. As coordenadas dos olhos, nariz e centro da boca estão anotadas em

um arquivo, o que permitiu cortar as imagens para serem usadas no treinamento do

classi�cador. Algumas imagens foram excluídas por não mostrar su�cientemente o

rosto, estarem muito rotacionadas ou não possuírem resolução su�ciente.
1 O site diz 16128 imagens de 28 indivíduos, porém o arquivo disponível para download contém mais

imagens.
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LFW (Labeled Faces in the Wild). É uma base de 13233 imagens coletadas da internet

criado e distribuído pela universidade de Massachussetts para estudar reconhecimento

facial irrestrito. Essa base foi utilizada apenas para testar o classi�cador.

3.2 Treino do Classi�cador

3.2.1 Imagens de treinamento

Para treinar um classi�cador, é preciso um conjunto de imagens positivas (imagens

contendo faces) e um conjunto de imagens negativas (imagens de fundo).

Viola e Jones (2004) usaram 4916 imagens positivas e 9500 imagens negativas,

posteriormente, Lienhart, Kuranov e Pisarevsky (2003) concluíram que, nas condições

usadas por eles, utilizar mais do que 5000 imagens positivas e 3000 imagens negativas traz

pouco benefício para o resultado do treinamento.

Imagens positivas podem ser obtidas de alguma base listada na seção 3.1. Se a

base escolhida não possuir uma quantidade su�ciente de exemplos, é possível aplicar

transformações como rotação, inversão e alteração de intensidade às imagens existentes.

Após obter imagens positivas, é preciso identi�car onde as faces estão localizadas

utilizando um arquivo com formato especí�co, no qual cada linha contém o caminho da

imagem, a quantidade de faces marcadas e coordenadas que descrevem retângulos em

volta das faces.

O OpenCV possui uma ferramenta chamadaopencv_annotation que permite

marcar com o cursor do mouse as regiões contendo faces. O comando para executá-la é

opencv_annotation --annotations=/diretorio/anotacao.txt --images=/diretorio/das/imagens/ ,

como mostra a Figura 12.

Se as imagens contiverem apenas faces já cortadas, é possível gerar o arquivo de

anotações com o comandofind positivas/ -name "*.jpg" -exec identify -format ' %i 1 0

0 %w %h\n' {} \; > anotacoes.txt .

Também é preciso listar as imagens negativas, o que pode ser feito com o comando

find negativas/ -name "*.jpg" > negativas.txt .

3.2.2 Treinamento

A OpenCV também possui ferramentas para o treinamento do classi�cador. Pri-

meiro é necessário criar um arquivo de vetor com o comandoopencv_createsamples,

passando a quantidade de exemplos, a largura e a altura como parâmetros. Exemplo:

opencv_createsamples -info anotacoes.txt -num 2400 -w 24 -h 24 -vec positivas_24x24.vec .
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Figura 12 � Ferramenta de anotação do OpenCV

Figura 13 � Criação do vetor

Para visualizar as imagens inseridas no vetor, basta usar o mesmo comando, mas

passando o vetor como parâmetro:opencv_createsamples -vec positivas_24x24.vec -w 24

-h 24.

Finalmente, o classi�cador em cascata é treinado com o comandoopencv_traincascade ,

que recebe como parâmetros um diretório onde o classi�cador será salvo, o arquivo de vetor

gerado anteriormente, a lista de imagens negativas, a quantidade de imagens positivas e

negativas, o número e estágios da cascata e as dimensões das imagens no vetor. Exemplo:

opencv_traincascade -data classificador/ -vec positivas_24x24.vec -bg negativas.txt -numPos

2000 -numNeg 1000 -numStages 10 -w 24 -h 24.

O treinamento pode demorar vários dias dependendo das especi�cações do compu-

tador e dos parâmetros passados para o comandoopencv_traincascade . Como visto na
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Figura 14 � Treinamento do classi�cador em cascata usandoopencv_traincascade

(a) Início (b) Fim

Figura 14, o treinamento de um classi�cador em cascata de 10 estágios utilizando 5000

imagens positivas e 3000 imagens negativas com 36� 36 pixels cada demorou 1 dia 7 horas

e 42 minutos para ser concluído em um MacBook Air de 2013 com processador Intel Core

i5 de 1,3 GHz e 4 GB de RAM.

3.3 Uso do classi�cador

Como resultado do treinamento, um arquivo chamadocascade.xml é criado no

diretório especi�cado. Esse arquivo é o classi�cador em cascata treinado. Ele pode ser

carregado com o métodocv2.CascadeClassifier do OpenCV, como usado no Código 1,

cuja execução pode ser vista na Figura 15 e na Figura 16.

Pela Figura 16, é possível perceber que o classi�cador em cascata foi capaz de

detectar faces com alguma oclusão, levemente rotacionadas e com expressões, porém o

número de falso-positivos foi consideravelmente alto. Este resultado sugere que o classi�ca-

dor deve ser treinado com mais imagens negativas, mais estágios e com um valor menor

para o parâmetro maxFalseAlarmRate.
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